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TÓM TẮT
U thần kinh đệm (glioma) là một trong những bệnh u não phổ biến trên toàn thế giới. Ngày nay,
việc xác định và phân đoạn u thần kinh đệm là điều cần thiết khi đưa ra quyết định lâm sàng. Trong
khi phân đoạn thủ công tốn nhiều thời gian và mang tính chủ quan, cùng lúc đó nhiệm vụ này
cũng rất khó giải quyết đối với các phương pháp phân đoạn tự động. Kiến trúc U-net là một trong
những kỹ thuật học sâu phổ biến để phân đoạn trong hình ảnh y sinh. Nghiên cứu này triển khai
một mô hình học sâu dạngmạng thần kinh tích chập 2 chiều dựa trên kiến trúc U-net. Mô hình đề
xuất này được huấn luyện chỉ với các ảnh 2 chiều (slices) từ bộ dữ liệu MRI 3 chiều để phân đoạn
các vùng u não khác nhau. Bên cạnh đó, một số phương pháp được áp dụng ở bước tiền xử lý để
giúp giảm sự ảnh hưởng của việc mất cân bằng trong dữ liệu giữa các vùng u não khác nhau và áp
dụng thêm phần tăng cường dữ liệu mở rộng giúp tránh hiện tượng khớp quá mức (overfitting)
khi huấn luyện với bộ dữ liệu nhỏ. Kết quả đánh giá dựa trên bộ dữ liệu Multimodal Brain Tumor
Segmentation Challenge (BraTS) 2018 cho thấy độ chính xác cao của mô hình được huấn luyện
với điểm Dice cho toàn bộ khối u (whole tumor), khối u lõi (tumor core) và khối u ngấm thuốc
(enhancing tumor) lần lượt là 0,88, 0,81 và 0,76. Từ kết quả trên cho thấy khả năng nhận dạng các
vùng khối u trên rất tốt khi so sánh với các nghiên cứu khác. Nghiên cứu này đã đưa ra một quy
trình phân tích cho u não thần kinh đệm, từ tiền xử lý đến huấn luyện mô hình, từ đó tiến hành
đánh giá các yếu tố có thể ảnh hưởng đến kết quả đạt được.
Từ khoá: Mạng thần kinh học sâu, Phân đoạn, U não, U thần kinh đệm, U-net

TỔNGQUAN
U thần kinh đệm (glioma) là một trong những bệnh
ung thư não phổ biến nhất, chiếm15% các trường hợp
bệnh u não. Khối u bắt đầu trong tế bào thần kinh
đệmnằmở cột sống và não1. Mặc dù u thần kinh đệm
không phải là loại ung thư nặng nhất, nhưng nó được
coi là khối u ác tính nguyên phát phổ biến của não,
chiếm khoảng 80% ung thư não. Có rất nhiều cách
để phân loại các loại u thần kinh đệm, chẳng hạn như
theo loại tế bào, theo cấp độ và theo vị trí. Việc phân
loại theo cấp độ chia u não dựa trên nguyên nhân và
ảnh hưởng của khối u thần kinh đệm. Có hai loại
u thần kinh đệm là: U thần kinh đệm độ cao (High-
grade glioma - HGG), thường là ác tính và tiên lượng
xấu hơn, và u thần kinh đệm độ thấp (Low-grade
glioma - LGG), biểu hiện xu hướng lành tính và bệnh
nhân thường có kết quả tốt hơn2. Trong hệ thống của
WHO, các khối u được phân loại cấp độ II cho LGG
và III-IV cho HGG (phạm vi từ I đến IV tương ứng
với tiên lượng từ nhẹ đến nặng nhất)3. Về phương
pháp điều trị, các bác sĩ thường phải phụ thuộc vào vị
trí, loại tế bào và cấp độ u thần kinh đệm để đưa ra
phương pháp và liệu trình hiệu quả. Ngày nay, một
trong những kỹ thuật phổ biến để theo dõi tiến triển
của bệnh là chụp ảnh cộng hưởng từ (Magnetic Res-
onance Image – MRI)4,5. Chụp ảnh cộng hưởng từ

đa phương thức (chuỗi xung) được sử dụng rộng rãi
trong lâm sàng để chẩn đoán và theo dõi sự phát triển
của khối u. MRI là một trong những kỹ thuật hình
ảnh phổ biến vì nó tạo điều kiện thuận lợi cho việc
phân tích khối u bằng cách quan sát sự lan rộng của
nó; đồng thời MRI cũng cho thấy độ tương phản ở
mô mềm so với các kỹ thuật khác như chụp cắt lớp vi
tính (Computed Tomography – CT) và ghi hình cắt
lớp phát positron (Positron Emission Tomography –
PET). Ngoài ra, MRI đa phương thức thường được sử
dụng để đánh giá các mô của khối u não vì chúng có
khả năng tách cácmô khác nhau bằngmột trình tự cụ
thể dựa trên các đặc tính của mô. Ví dụ, hình ảnh có
trong T1 (nguyên bản) tốt cho việc phân tách các mô
khỏe mạnh trong não trong khi với T1ce (tăng cường
độ tương phản) giúp nhận biết ranh giới khối u do độ
sáng lớn hơn bởi tính chất tương phản. Phù nề xung
quanh khối u được phát hiện tốt trên ảnh của T2 (tín
hiệu ngược với T1), còn hình ảnh Flair (Fluid Attenu-
ated Inversion Recovery) là tốt nhất để phân biệt vùng
phù (edema) từ dịch não tủy (Cerebrospinal Fluid –
CSF)6,7.
U thần kinh đệm có cấu trúc và hình dạng phức tạp.
Chúng yêu cầu mô tả chính xác bằng hình ảnh8. Các
thành phần của khối u thường khuếch tán và có độ
tương phản thấp. Đường viền của chúng thường mờ

Trích dẫn bài báo này: Thư N H T, Hiền P T T, Hải L T. Ứng dụng học sâu trong phân đoạn khối u ung
thư não. Sci. Tech. Dev. J. - Eng. Tech.; 5(2):1437-1450.
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và khó phân biệt với mô lành (chất trắng, chất xám
và dịch não tủy), khiến khối u khó bị phân đoạn9.
Việc phân đoạn thủ công tốn nhiều thời gian và công
sức với phần lớn sai sót của con người. Do đó, phân
đoạn tự động trở nên phổ biến và nhận được nhiều
sự chú ý gần đây. Tuy nhiên, khối u thần kinh đệm
cần phân biệt mức độ ác tính, tiên lượng thay đổi và
một số vùng phụ mô học không đồng nhất dựa trên
sự khác nhau của cường độ qua các phương thứcMRI
khác nhau, phản ánh các đặc tính sinh học đa dạng
của khối u. Do đó, việc phân đoạn tự động trở nên
phức tạp vì các khối u xuất hiện ở các kích thước, vị
trí và cường độ khác nhau. Maymắn thay, với sự phát
triển của kỹ thuật và công nghiệp tiên tiến, học máy
(machine learning) - một trong những hướng nghiên
cứu hiện đại ngày nay, thu hút sự quan tâm rất lớn
của các nhà khoa học - đã phát triển mạnh mẽ và các
nhóm nghiên cứu bắt đầu áp dụng các thuật toán đó
vào lĩnh vực y tế, bao gồm sự phân đoạn u thần kinh
đệm. Có rất nhiều phương pháp cũng như mô hình
học máy được áp dụng cho bài toán phân đoạn10–12.
Trong nghiên cứu này, mô hình U-net - một trong
những kiến trúc phổ biến nhất để phân đoạn trong
lĩnh vực hình ảnh y tế - được dùng để thực thi nhiệm
vụ phân đoạn này13,14.
Mặc dù có nhiều công trình nghiên cứu với những kết
quả đáng khích lệ trong lĩnh vực hình ảnh y tế, việc
phân đoạn nhanh và chính xác khối u não 3 chiều (3D
– 3 dimensional space) bằngmáy tính cho đếnnay vẫn
làmột quá trình đầy thử thách và làmột nhiệm vụ khó
khăn vì khối u não có thể xuất hiện ở kích thước, hình
dạng và vị trí bất kỳ với cường độ sáng khác nhau.
Nhiều nghiên cứu gần đây đã sử dụng các phương
pháp học sâu (Deep learning – DL), đặc biệt là mạng
thần kinh tích chập (Convolutional Neural Network –
CNN) đã cho thấy hiệu quả của chúng và chứngminh
thành công trong việc tự động quét ảnhMRI não bình
thường và bệnh lý. Nhiều phương pháp phân đoạn
khối u não dựa trên mô hình học sâu đã được đề xuất
và đạt được thành công lớn. Havaei và cộng sự9 đã đề
xuất một kiến trúc hai đường với một đường cục bộ
vàmột đường toàn phần, có thể khai thác đồng thời cả
các đặc trưng cục bộ và các đặc trưng ngữ cảnh toàn
phần. Kamnitsas và cộng sự13 đã đề xuất một kiến
trúc CNN đa cấp độ hiệu quả có tên là Deepmedic sử
dụng các phép tính tích chập 3D và tích hợp đường
dẫn có độ phân giải cao và độ phân giải thấp để có
được kết quả phân đoạn. Ngoài ra, họ còn sử dụng
trường ngẫu nhiên 3D có điều kiện để loại bỏ các kết
quả dương tính giảmột cách hiệu quả. Chang và cộng
sự15 đề xuất một mạng thần kinh học sâu xếp tầng
bao gồm hai mạng con không chỉ xác định được toàn
bộ vùng khối u mà còn có thể phân đoạn chính xác

cấu trúc bên trong khối u. Tương tự, nhóm nghiên
cứu của Casamitjana16 cũng đề xuất dùng hai mạng
V-Net với các phép tích chập 3D để giúp phân đoạn
với các vùng khối u não. Đặc biệt, có một mạng V-
Net sẽ được dùng để phân đoạn vùng khối u lớn nhất
trong ảnh MRI từ đó sẽ chuyển tất cả vùng bên ngoài
thành vùng mô bình thường. Hai mô hình V-Net này
có thể được huấn luyện riêng lẽ sau đó kết hợp lại để
cho kết quả tốt hơn. Trong khi nhóm của Alqazzaz 17

dùngbốnmạng SegNet để huấn luyện với bốnphương
thức của MRI (Flair, T1, T1ce và T2) rồi sau đó tổng
hợp kết quả lại bằng thuật toán cây quyết định (Deci-
sion tree). Việc này đã giúp cho mô hình của nhóm
có thể nhận dạng chính xác các vùng khối u có kích
thước nhỏ bên trong vùng khối u lớn. Trong những
nghiên cứu trên, độ chính xác của toàn bộ khối u đạt
được kết quả tốt là trên 0,85, trong khi khối u ngấm
thuốc luôn cho thấy kết quả thấp hơn trong khoảng
từ 0,67 đến 0,79. Trong nghiên cứu này, chúng tôi đề
xuất sử dụng một mạng thần kinh tích chập 2D duy
nhất với kiến trúc U-net cùng với các bước xử lý dữ
liệu ảnhMRI cho bốn phương thức (Flair, T1, T1ce và
T2) để phân đoạn chính xác ba vùng khối u gồm toàn
bộ khối u (whole tumor –WT), khối u lõi (tumor core
– TC) và khối u ngấm thuốc (enhancing tumor – ET).

PHƯƠNG PHÁP NGHIÊN CỨU
Bộ dữ liệu
Nghiên cứu này sử dụng bộ dữ liệu lấy từ cuộc thi
Multimodal Brain Tumor Segmentation Challenge
(BraTS) 2018 18,19. Đây là bộ dữ liệu được công khai,
gồm 2 nhóm u thần kinh đệm là HGG và LGG. HGG
có 210 mẫu MRI u não, trong khi LGG gồm 75 mẫu.
Dữ liệu này được thu thập với các quy trình lâm sàng
và cácmáy quét khác nhau từ nhiều bệnh viện trên thế
giới. Trong mỗi mẫu MRI, có bốn loại phương thức:
T1 nguyên bản (T1), T1 tăng độ tương phản (T1ce),
T2 có tín hiệu ngược với T1 (T2), T2 xung xóa dịch
(Fluid Attenuated Inversion Recovery – Flair) như
được thể hiện trong Hình 1 và ảnh sự thật (Ground
truth - GT) đánh dấu khối u não do các chuyên gia
thực hiện.
Ảnh sự thật (GT) được gán 4 nhãn đại diện cho các
vùng u não khác nhau: 1 cho khối u hoại tử và không
ngấm thuốc (necrotic and non-enhancing tumor), 2
cho khối u phù phúc mạc (peritumoral edema), 4 cho
khối u ngấm thuốc (enhancing tumor) và 0 cho không
phải khối u, được dán nhãn thủ công bởi các bác sĩ X
quang chuyên về thần kinh đã được hội đồng chuyên
gia chứng nhận như minh họa trong Hình 2.
Tập dữ liệu huấn luyện chiếm 70% của bộ dữ liệu
BraTS 2018 (bao gồm 285 mẫu bao gồm HGG và
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Hình 1: Các phương thức của MRI trong bộ dữ liệu BraTS 2018.

Bảng 1: Danh sách các mẫu và cách phân chia dữ liệu từ bộ dữ liệu BraTS 2018.

Loại u não thần kinh đệm Số lượng mẫu (Dataset) Tập dữ liệu huấn luyện (Train-
ing set)

Tập dữ liệu kiểm tra (Test-
ing set)

HGG 210 147 63

LGG 75 53 22

Tổng cộng 285 200 85

1439



Tạp chí Phát triển Khoa học và Công nghệ – Kĩ thuật và Công nghệ, 5(2):1437-1450

Hình 2: Các vùng u thần kinh đệm: hình ảnh T1 (a) và hình ảnh T1 kết hợp với các nhãn khối u được áp dụng cho
toàn bộ dữ liệu BraTS 2018 (b): toàn bộ khối u (màu xanh lá cây), khối u ngấm thuốc (màu vàng) và khối u lõi - khối
u không ngấm thuốc (màu đỏ).

Hình 3: Ảnh MRI trước (a) và sau (b) khi chuẩn hóa và giảm bớt kích thước ảnh

LGG) và phần còn lại là tập dữ liệu kiểm tra dùng để
đánh giá mô hình nhưmô tả trong Bảng 1. Trong giai
đoạn huấn luyện, tập dữ liệu sẽ được chia thành 5 tập
dữ liệu nhỏ để áp dụng phương pháp 5-fold cross val-
idation giúp huấn luyện và đánh giá mô hình đã thiết
lập tốt hơn cho nhiệm vụ phân đoạn. Kết quả đầu ra
sẽ là ảnh được gán nhãn theo dự đoán của mô hình
U-net dựa trên các MRI đa phương thức. Mặt khác,
trong giai đoạn kiểm tra, ảnh đầu vào của mô hình
được đào tạo trước đó sẽ là ảnh đầy đủ (full slice) của

bộ dữ liệu MRI.

Quá trình tiền xử lý
Mỗi phương thức MRI là một tập hợp 155 hình ảnh
(hay còn gọi là slice) với mỗi ảnh có kích thước 240
× 240 điểm ảnh. Do đó, số lượng điểm ảnh của một
tập hình ảnh có thể lên đến hàng triệu trong không
gian 3 chiều (240× 240× 155) đòi hỏi công suất tính
toán rất lớn. Một trong những giải pháp cho vấn đề
này là trích xuất cửa sổ nhỏ trong ảnh (patch extrac-
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tion). Phương pháp này giúp giảm kích thước của dữ
liệu huấn luyện mà không làm mất thông tin. Trong
phương pháp cửa sổ, các hình ảnh đầu vào chia thành
nhiều cửa sổ dọc theo các ảnh (slice) được trích xuất
với một kích thước nhất định. Các ảnh cửa sổ nhỏ
được đưa vào mô hình riêng lẻ và việc xác định lớp
(loại u não) phụ thuộc vào nhãn của điểm ảnh 3 chiều
(voxel) trung tâm của cửa sổ này. Ngoài ra, bộ dữ liệu
BraTS 2018 cho thấy sự mất cân bằng nghiêm trọng
giữa các lớp với số lượng điểm ảnh không phải khối
u (nhãn 0) lớn hơn nhiều lần so với các điểm ảnh
khối u (nhãn 1, 2 và 4). Điều này gây ra khó khăn
khi huấn luyện mô hình sử dụng những dữ liệu này,
vì các điểm ảnh không phải khối u ảnh hưởng đến
hàm mất mát (loss function) mạnh hơn nhiều so với
điểm ảnh của những khối u. Do đó, cửa sổ được trích
xuất bằng cách sử dụng phân phối đồng đều (uniform
distribution) đảm bảo rằng hầu hết số lượng lớp của
mỗi cửa sổ là như nhau. Điều này giúp loại bỏ ảnh
hưởng gây ra bởi sự mất cân bằng lớp vì chỉ cần lấy
mẫu ngẫu nhiên các cửa sổ. Khi đó số lượng cửa sổ
chứa phần lớn điểm ảnh có cường độ bằng 0 và không
chứa thông tin cần thiết của khối u sẽ bị loại bỏ khỏi
tập hợp các cửa sổ mẫu.
Bên cạnh đó, kích thước cửa sổ có ảnh hưởng lớn đến
khả năng huấn luyện của mô hình. Nếu kích thước
quá nhỏ, thì đặc trưng cục bộ trong vùng xung quanh
điểm ảnh trung tâm có thể không đủ thông tin để mô
hình hoạt động tốt, trong khi kích thước lớn hơn thì
ảnh hưởng tới tốc độ tính toán. Trong nghiên cứu này,
cửa sổ có kích thước 128 × 128 điểm ảnh được chọn
vì kích thước này có thể chứa đủ thông tin để huấn
luyện mô hình U-net20–22. Thêm nữa, cần tiến hành
chuẩn hóa các kích thước dữ liệu cũng như khoảng
cường độ sáng trong các ảnh để chúng có cùng tỷ lệ
được minh họa như trong Hình 3. Tại mỗi ảnh, dữ
liệu được chia theo độ lệch chuẩn của nó, để chuyển
ảnh thành dữ liệu có tâm là 0 (zero center).
Khi sử dụng hình ảnh y tế cho mô hình phân đoạn,
đặc biệt là MRI, rất khó khăn trong việc đánh dấu
nhãn, nên nguồn dữ liệu thường khá hạn chế. Tuy
nhiên, có một nhận thức chung là mô hình học sâu
càng truy cập nhiều dữ liệu thì nó càng có thể học
hiệu quả hơn. Vì vậy, để có thêm dữ liệu cho việc
huấn luyện và cũng để giải quyết vấn đề mất cân bằng
lớp trong ảnh sự thật, chúng tôi đã áp dụng các phép
biến đổi để từ một hình ảnh thành tạo ra nhiều hình
ảnh có nhãn, nhưng khác vị trí 23. Dữ liệu hình ảnh
có thể được tăng giả tạo bằng cách sử dụng lật ngang /
dọc, xoay, thay đổi độ sáng của hình ảnh, dịch chuyển
ngang / dọc, v.v. Kỹ thuật này được gọi là tăng cường
dữ liệu (data augmentation). Tăng cường dữ liệu là
một cách để tăng hiệu suất của các mô hình học sâu,

đặc biệt là mạng thần kinh tích chập (CNN), và có thể
giảm xác suất mô hình khớp quá mức (overfitting),
bằng cách thêm lớp bỏ học (dropout layer), đối với
dữ liệu nhỏ24.

Mô hình phân đoạn khối u não
Trong nghiên cứu này, kiến trúc U-net nâng cấp được
xây dựng để xử lý đầu vào là tập hợp các ảnh cửa sổ hai
chiều được trích xuất dọc theo trục z từ bốn phương
thứcMRI. Đầu ra sẽ là ảnh sự thật có cùng kích thước
với đầu vào và mỗi điểm ảnh được gán nhãn 1, 2, 4
tương ứng với các loại u não và 0 là không phải u não.
Mô hình này có ba loại khối tương ứng với hai phần
củamôhình: khối rút gọn (contraction block) và khối
mở rộng (expansion block). Phần rút gọn sử dụng ba
khối rút gọn. Mỗi khối có đầu vào là hai lớp tích chập
(convolutional layer) 3×3 theo sau là hàm kích hoạt
tuyến tính được dùng là PReLU (Parametric Rectified
Linear Unit)25, thay vì hàm ReLU (Rectified Linear
Unit) được sử dụng trong kiến trúc ban đầu. Giữa hai
khối kế tiếp, một lớp tích chập khác có bước là 2 được
sử dụng để giảm số lượng mẫu đầu vào được thể hiện
ở Hình 4(a). Sau mỗi khối, số lượng bộ lọc (kernel)
tăng gấp đôi để mô hình có thể học các cấu trúc phức
tạp một cách hiệu quả. Tuy nhiên, trung tâm của mô
hình này nằm ở phần mở rộng. Tương tự như phần
rút gọn, phần này cũng bao gồmmột số khốimở rộng.
Mỗi khối chuyển đầu vào đến hai lớp tích chập 3×3,
tiếp theo là lớp tăng số lượngmẫu lên 2 nhưminh họa
trong Hình 4(b). Ngoài ra, saumỗi khối, số lượng đặc
trưng sẽ bị giảm đimột nửa trước khi đưa vào lớp tích
chập tiếp theo. Sau đó, ở đầu vào của lớp tích chập kế
tiếp sẽ được thêm vào các đặc trưng của lớp rút gọn
tương ứng. Hành động này sẽ đảm bảo rằng các đặc
trưng được học trong quá trình rút gọn ảnh sẽ được sử
dụngđể tái tạo lại hình ảnhđó. Số lượng khốimở rộng
cũng bằng với số lượng khối rút gọn. Sau cùng, các
kết quả đưa qua một lớp tích chập 3×3 để xuất ra số
lượng ảnh đặc trưng bằng số lượng nhãnmongmuốn.
Cả khối rút gọn và khốimở rộng đều có khả năng thực
hiện chuẩn hóa hàng loạt (batch normalization) trên
các đầu vào cũng như bao gồm việc cộng dồn các đặc
trưng được đưa vào các khối tích chập thông qua kết
nối tắt (short skip connection) trong kiến trúc mạng
dư (Residual network - ResNet).
Tóm lại, mô hình đề xuất gồm 7 khối dư, 25 lớp tích
chập và 15 lớp chuẩn hóa hàng loạt như trình bày ở
Hình 5. Mô hình này được huấn luyện với các hình
ảnh được trích xuất từ bộ dữ liệuMRI dành cho phần
huấn luyện trong BraTS 2018, bao gồm các trường
hợp HGG và LGG, và các ảnh sự thật tương ứng.
Mục tiêu huấn luyện mô hình là xác định các tham
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số cho mạng U-net (trọng số - weight và độ lệch -
bias) nhằm giảm thiểu hàm mất mát (loss function).
Để làm được điều này, thuật toán Stochastic Gradient
Descent (SGD) được sử dụng để cập nhật các tham
số theo hướng ngược lại của gradient ở mỗi lần chạy.
Đầu vào của mô hình là tập hợp bốn ảnh ở cùng vị
trí từ bốn phương thức MRI (Flair, T1, T1ce và T2)
và mỗi lần đưa dữ liệu vào mô hình để huấn luyện
sẽ là 16 (batch size) với 100 lần chạy hết toàn bộ dữ
liệu huấn luyện (epoch) theo tỉ lệ học (learning rate)
0,001. Ảnh output là tổng hợp giá trị xác suất cho từng
nhãn gồm 0, 1, 2 và 4 (đại diện bởi thứ tự ma trận) và
sau đó hàm argmax sẽ được dùng để tìm ra nhãn có
giá trị lớn nhất tại cùng tọa độ pixel để xuất ra kết quả
cuối cùng là ảnh 2D với kích thước 128×128×1. Toàn
bộ mô hình và thuật toán xử lý được viết với ngôn
ngữ Python và thư viện Pytorch. Còn bộ xử lý đồ họa
(Graphics Processing Unit – GPU) được sử dụng để
huấn luyện và đánh giá mô hình là GTX 1060 8GB.

Bộ thước đo đánh giá mô hình

Trong nghiên cứu này, bốn thước đo tiêu chuẩn được
sử dụng để đánh giá độ chính xác các kết quả phân
đoạn và đo lường mức độ giống nhau giữa phân đoạn
A và B. Các thước đo này có thể được xác định bằng
các biểu thức (1) như trình bày sau đây:

Dice(A,B) =
2|A∩B|
|A|+ |B| (1)

Thước đo Dice được xem là chỉ số đo độ chính xác.
Nó đo lường sự giống nhau giữa hai tập A và B, tương
ứng với phân đoạn đầu ra của mô hình và ảnh sự thật
được đánh dấu bởi các chuyên gia.

Sentiviy =
T P

T P+FN
(2)

Speci f icity =
T N

T N +FP
(3)

Thước đo Sensitivity và Specificity là các chỉ số thống
kê được sử dụng để đánh giá các dự đoán và tỷ lệ
True Positive (TP), False Negative (FN), False Positive
(FP) và True Negative (TN) của các điểm ảnh không
gian. Thước đo Sensitivity, còn được gọi là True Posi-
tive Rate (TPR), đo tỷ lệ TP của điểm ảnh không gian
trong khối u não được phân đoạn chính xác, trong
khi thước đo Specificity, còn được gọi là True Nega-
tive Rate (TNR), cho biết mức độ TN được dự đoán.

KẾT QUẢ VÀ THẢO LUẬN
Phần đánh giá kết quả sẽ dựa trên việc phân đoạn
chính xác ba vùng khối u gồm: toàn bộ khối u (whole
tumor – WT) là bao gồm tất cả khối u với nhãn 1, 2
và 4, khối u lõi (tumor core –TC) là gồm khối u phù
phúc mạc và khối u ngấm thuốc với nhãn 1 và 4 và
cuối cùng là khối u ngấm thuốc (enhancing tumor –
ET) với nhãn 4 trong ảnh sự thật của bộ dữ liệu BraTS
2018.
Trong Bảng 2, có thể thấy toàn bộ khối u (WT) đạt
được điểmDice cao nhất là 0.88, thể hiện hiệu suất tốt
nhất trong ba loại phân đoạn, trong khi khối u ngấm
thuốc (ET) là vùng khó phân đoạn, được chứngminh
bằng điểmDice thấp nhất với 0.76. Lý do là do sựmất
cân bằng rất lớn trong sự phân bố của khối u ngấm
thuốc ở cả hai loại u thần kinh đệm HGG và LGG.
Khối u ngấm thuốc có tồn tại chủ yếu trong các loại
u thần kinh đệm HGG, trong khi u thần kinh đệm
LGG hầu như không chứa vùng khối u này nên dẫn
tới thông tin của vùng khối u này ít hơn nhiều so với
toàn bộ khối u và khối u lõi (TC) khi đưa vào huấn
luyện mô hình. Do đó, độ chính xác của việc phân
đoạn khối u ngấm thuốc thường không cao bằng hai
loại khối u khác. Độ lệch chuẩn của khối u lõi và khối
u ngấm thuốc là khá lớn, gần 0.3, thể hiện sự biến
đổi lớn của dự liệu khối u. Trong khi đó ở Bảng 3
và Bảng 4, khi so sánh kết quả của thước đo Sensi-
tivity và Specificity, rõ ràng là Sensitivity có giá trị
trung bình gần với giá trị trung bình của thước đo
Dice, và độ lệch chuẩn của Sensitivity cũng tương tự
với Dice, trong khi Specificity đạt được hiệu suất tốt,
trong khoảng từ 0,98 đến 1, với phân bố tập trung do
trong hình ảnh phân đoạn, số lượng điểm ảnh có giá
trị là 0 (TN) tương ứng với lớp 0 (không phải khối u)
chiếm số lượng lớn.
Hình 6 thể hiện sự phân bố kết quả điểm Dice của ba
vùng khối u gồm toàn bộ khối u, khối u lõi và khối
u ngấm thuốc. Từ hình vẽ, chúng ta có thể thấy rằng
mặc dù phần lớn kết quả phân phối trên 0.75, nhưng
có một số điểm ngoại lai (outliers) trong khối u lõi và
khối u ngấm thuốc nằm dưới 0.5, điều này dẫn đến
sự khác biệt lớn trong kết quả và cho thấy có một số
trường hợp mô hình không thể phân đoạn chính xác.
Từ các Hình 7 và Hình 8, có thể nhận ra rằng mô
hìnhdễ dàng phát hiện vùng không phải khối u (giá trị
Specificity cao có nghĩa số lượng TN thực sự nhiều),
nhưng rất khó phân đoạn được khối u não thực sự, và
thường nhầm lẫn giữa các điểm ảnh thuộc khối u và
không phải khối u trong vùng khối u nhưmột số hình
ảnh minh họa trong Hình 9. Do đó, nếu muốn cải
thiện hiệu suất của điểm Dice (độ chính xác) trong
phân đoạn, thì việc cải thiện chỉ số Sensitivity là cần
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Hình 4: Các lớp trongmột khối rút gọn vàmở rộng: (a) khối màu cam thể hiện khối rút gọn, màu xanh lá thể hiện
khối giảmmẫu và (b) khối màu cam đại diện cho khối mở rộng, màu xanh đại diện cho khối tăng số lượng mẫu

Hình 5: Kiến trúc của mô hình đề xuất cho phân đoạn khối u não.
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Hình 6: Biểu đồ hộp về hiệu suất phân đoạn theo thước đo Dice

Hình 7: Biểu đồ hộp về hiệu suất phân đoạn theo thước đo Sensitivity
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Bảng 2: Đánh giá kết quả phân đoạn theo thước đo Dice

Dice

WT TC ET

Mean 0,880 0,807 0,760

Std. Dev 0,069 0,261 0,283

Median 0,886 0,890 0,835

25 quantile 0,861 0,749 0,774

75 quantile 0,917 0,919 0,877

Bảng 3: Đánh giá kết quả phân đoạn theo thước đo Sensitivity

Sensitivity

WT TC ET

Mean 0,930 0,772 0,825

Std. Dev 0,094 0,281 0,254

Median 0,967 0,919 0,915

25 quantile 0,931 0,639 0,835

75 quantile 0,978 0,962 0,953

Bảng 4: Đánh giá kết quả phân đoạn theo thước đo Specificity

Specificity

WT TC ET

Mean 0,988 0,997 0,996

Std. Dev 0,00746 0,003 0,005

Median 0,990 0,998 0,998

25 quantile 0,994 0,996 0,996

75 quantile 0,994 0,999 0,999

thiết trong trường hợp này, bởi vì thước đo Sensititity
được tính dựa trên số lượng TP và FN nên ảnh hưởng
lớn đến độ chính xác của mô hình.
Hình 9 vàHình 10 cho thấymột số kết quả phân đoạn
của mô hình đã đề xuất cho các trường hợp HGG và
LGG trong tập dữ liệu kiểm tra đã đề cập ở Bảng 1.
Các kết quả này cho thấy mô hình đề xuất của nhóm
có thể nhận diện tốt vùng khối u và không phải khối
u. Tuy nhiên, phân đoạn cho các vùng bên trong thì
còn sai sót do các vùng này rất nhỏ, đặc biệt là vùng
biên giữa khối u lõi và khối u ngấm thuốc đối với loại
u thần kinh đệmHGG và vùng biên giữa toàn bộ khối
u và khối u lõi đối với loại u thần kinh đệm LGG. Đặc
biệt, nếu vùng khối u ngấm thuốc rất nhỏ thì mô hình
đề xuất có thể phân đoạn sai thành toàn bộ khối u như
ví dụ cuối cùng trong Hình 9.
Phương pháp của chúng tôi đạt được điểm Dice đối
với WT, TC và ET trung bình lần lượt là 0,88, 0,81 và

0,76. So với các công trình khác về phân đoạn u thần
kinh đệm, những điểm số này tương đương với các
kết quả thu được của các phương pháp hàng đầu hiện
nay. Bảng 5 thể hiện kết quả của mô hình U-net có
cải tiến của chúng tôi so với kết quả của bốn mô hình
gần đây dựa trên thước đo Dice cho mỗi vùng phân
đoạn. Đối với khối u lõi, mô hình của chúng tôi đạt
được điểm cao thứ hai với 0,81. Mặt khác, điểm Dice
của toàn bộ khối u và khối u ngấm thuốc cùng xếp
thứ ba, tương ứng là 0,88 và 0,76. Kết quả này thấp
hơn kết quả của Chang và cộng sự15 với mô hình dựa
trên hai mạng 2D-CNN còn với các nhómnghiên cứu
khác, như kết quả của Kamnitsas và cộng sự 13 tốt hơn
ở phần nhận dạng toàn bộ khối u nhưng thấp hơn kết
quả của chúng tôi ở khối u lõi và khối u ngấm thuốc;
Alqazzaz và cộng sự 17, sử dụng mô hình SegNet cao
hơn với điểmDice 0,79 cho khối u ngấm thuốc nhưng
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Hình 8: Biểu đồ hộp về hiệu suất phân đoạn theo thước đo Specificity (phạm vi từ 0,95 đến 1)

có kết quả thấp hơn hoặc bằng cho hai loại khối u còn
lại. So với Casamitjana và cộng sự16, kết quả của
chúng tôi vượt trội hoàn toàn, đặc biệt ở phân đoạn
hai vùng khối u lõi và khối u ngấm thuốc.
Theo kết quả so sánh ở Bảng 5 có thể nhận thấy mô
hình đề xuất của chúng tôi tuy không vượt trội hoàn
toàn kết quả của các nhóm nghiên cứu khác. Tuy
nhiên, như đã giới thiệu ở phần Tổng quan, các mô
hình của các nhóm nghiên cứu trên hầu hết đều sử
dụng mạng thần kinh tích chập 3D13,16,17 và áp dụng
huấn luyện các mạng riêng lẽ cho từng phương thức
của bộ dữ liệu MRI (Flair, T1, T1ce và T2) 16,17 hoặc
phải qua nhiều bước (với mạng thần kinh khác nhau)
xử lý13,15. Sau đó, kết quả phân đoạn với từng phương
thức này sẽ được tổng hợp thành kết quả phân đoạn
cuối cùng cho các vùng khối u với các thuật toán học
máy khác13,15,17. Vì vậy, trong nghiên cứu này chúng
tôi đề xuất mô hình U-net phân đoạn khối u dựa trên
phép toán tích chập cho ảnh 2D với việc tổng hợp các
ảnh (slices) từ bốn phương thứcMRI và kết quả phân
đoạn cuối cùng được tính thông qua hàm argmax.
Cho nên, mô hình đề xuất của chúng tôi được huấn
luyện và đưa ra kết quả nhanh và đơn giản không
phải qua nhiều bước (multi-stage framework) như các
nghiên cứu trên. Đặc biệt, mô hình chúng tôi vẫn đạt
được kết quả tốt khi phân đoạn vùng khối u lõi và khối
u ngấm thuốc là hai vùng có kích thước nhỏ và nằm
lẫn với vùng toàn bộ khối u.

KẾT LUẬN
Bài báo này đề xuất mô hình U-net có cải tiến cho
phân đoạn u thần kinh đệm với việc thêm các kết nối
tắt, lớp chuẩn hóa hàng loạt và thay đổi hàm tuyến
tính. Đồng thời, mô hình này được huấn luyện với
kỹ thuật k-fold cross validation giúp tìm ra bộ tham
số tốt nhất cho các bộ dữ liệu nhỏ. Cùng với đó, các
dữ liệu đầu vào được áp dụng các kỹ thuật trích xuất,
chuẩn hóa và tăng cường số lượng nhằm tránh cho
mô hình bị khớp quá mức trong quá trình huấn luyện
với bộ dữ liệu nhỏ. Bộ dữ liệu về u thần kinh đệm
BraTS 2018 được sử dụng nhằm đánh giá hiệu suất
của mô hình cho bước huấn luyện và kiểm tra. Kết
quả cho thấy, độ chính xác với điểm Dice của toàn bộ
khối u đạt giá trị cao nhất là 0,88 và của khối u lõi và
khối u ngấm thuốc lần lượt là 0,81 và 0,76, điều này
cho thấy hiệu suất của mô hình đề xuất tốt khi so với
kết quả của các nhóm nghiên cứu khác. Trong tương
lai, chúng tôi sẽ thêmmột số giải pháp để cải thiện kết
quả phân đoạn và đặc biệt là cho khối u ngấm thuốc.
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Hình 9: Một số ví dụ về kết quả phân đoạn dẫn của các mẫu HGG
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Hình 10: Một số ví dụ về kết quả phân đoạn của các mẫu LGG

Bảng 5: So sánh kết quả phân đoạn với các nghiên cứu khác gần đây

Các nhóm nghiên cứu Dice

WT TC ET

Kamnitsas và cộng sự 13 0,90 0,75 0,73

Chang và cộng sự 15 0,89 0,82 0,77

Casamitjana và cộng sự 16 0,86 0,68 0,67

Alqazzaz và cộng sự 17 0,85 0,81 0,79

Mô hình đề xuất 0,88 0,81 0,76

HGG: High-grade glioma
LGG: Low-grade glioma
MRI: Magnetic Resonance Image
CT: Computed Tomography
PET: Positron Emission Tomography
FLAIR: Fluid Attenuated Inversion Recovery
CSF: Cerebrospinal Fluid
DL: Deep Learning
CNN: Convolutional Neural Network
WT: Whole Tumor
ET: Enhancing Tumor
TC: Tumor Core
GT: Ground Truth

XUNGĐỘT LỢI ÍCH
Nhóm tác giả xin camđoan rằng không có bất kỳ xung
đột lợi ích nào trong công bố bài báo này.
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PhạmThịThuHiền: đưa ra ý tưởng, phân tích kết quả
và hoàn thiện bản thảo.
Lê Thanh Hải: lập trình xử lý, phân tích kết quả và
chỉnh sửa bản thảo.
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ABSTRACT
Glioma is one of the most common brain tumor worldwide. Nowaday, glioma identification and
segmentation is essential when making clinical decisions. Obviously, manual segmentation is not
only time consuming but also subjective, in addition to this task, it is rather difficult to solve the
solution of the automated segmentation methods. U-net architecture is one of the popular deep
learning models for segmentation of biomedical images. This study implements a 2 dimensional
convolutional neural network based on a U-net architecture. The proposed model is trained only
with 2D images (slices) from 3D MRI dataset to segment the different tumor regions. Futhermore,
in the preprocessing step some methods are applied to deal with imbalanced data for three brain
tumor regions, and then data augmentation is utilized to prevent overfitting when training with
a small dataset. The evaluated results based on the Multimodal Brain Tumor Segmentation Chal-
lenge (BraTS) 2018 dataset get the high accuracy for Dice scores of whole tumor, tumor core and
enhancing tumor being 0.88, 0.81 and 0.76, respectively. The performance of the proposed model
show that the brain tumors can be recognized with high accuracy compared to the similar studies.
The proposed study has provided an analytical procedure for glioma brain tumors, from prepro-
cessing to the training model, and then assessing factors that may affect the performance of the
achived results.
Key words: Brain tumor, Deep neural network, Glioma, Segmentation, U-net
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	Quá trình tiền xử lý
	Mô hình phân đoạn khối u não
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